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RESUMO  

 

A segmentação de lesões em imagens é uma das tarefas que o deep learning pode ser aplicado, podendo 

detectar limites, tumores e massas, automaticamente. O objetivo deste estudo foi revisar o desempenho 

da Inteligência artificial em deep learning na segmentação de regiões mamárias e áreas tumorais da 

mama e descrever os algoritmos de redes neurais aplicados. Esta revisão sistemática foi elaborada 

seguindo o diagrama Preferred Report Items for Systematics and Meta-Analyses, sendo selecionados 

artigos das bases de dados Público/editora MEDLINE, Scientific Electronic Library Online e Literatura 

Latino-Americana e do Caribe em Ciências da Saúde. Para a seleção dos artigos foram adotados critérios 

de elegibilidade, obtendo um total de 8 artigos. Dentre os algoritmos encontrados nos estudos, U-Net 

obteve maior predominância nos artigos, apresentando um índice de coeficiente de similaridade de dados 

de 95%, na sua versão isolada e avançada e a sensibilidade de 94%, na versão avançada (U-Net++). Foi 

demonstrado que a segmentação automatizada apresenta resultados relevantes quando comparado com 

a segmentação manual realizada pelos radiologistas especialistas. Conclui-se que esta revisão mostrou 

que o deep learning na segmentação de imagens da mama em ressonância magnética tem um bom 

potencial e eficácia para auxiliar no diagnóstico de câncer de mama.  

Unitermos: “Inteligência artificial”, “deep learning”, “processamento de imagem/segmentação”, 

“diagnóstico por imagem”, “câncer de mama” e “ressonância magnética” 
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ABSTRACT 

 

The segmentation of lesions in images is one of the tasks that deep learning can be applied to, being 

able to detect boundaries, tumors and masses automatically. The objective of this study was to review 

the performance of Artificial Intelligence in deep learning in segmenting breast regions and breast 

tumor areas and describe the applied neural network algorithms. This systematic review was prepared 

following the Preferred Report Items for Systematics and Meta-Analyses diagram, with articles selected 

from the databases Público/editor MEDLINE, Scientific Electronic Library Online and Literatura 

Latino-Americana e do Caribe em Ciências da Saúde. of the articles, eligibility criteria were adopted, 

obtaining a total of 8 articles. Among the algorithms found in the studies, U-Net obtained the greatest 

predominance in the articles, presenting a data similarity coefficient index of 95%, in its isolated and 

advanced version, and sensitivity of 94%, in the advanced version (U-Net++). It has been demonstrated 

that automated segmentation presents relevant results when compared to manual segmentation 

performed by expert radiologists. It is concluded that this review showed that deep learning in the 

segmentation of breast images in MRI has good potential and effectiveness to assist in the diagnosis of 

breast cancer. 

Keywords: “Artificial Intelligence”, “Deep learning”, “image processing/segmentation”, “diagnostic 

Imaging”, “Breast Cancer” e “Magnetic Resonance”. 
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1 INTRODUÇÃO 

Em 2020, a Organização Mundial de Saúde (OMS) notificou um total de 2,3 milhões de 

mulheres diagnosticadas com câncer de mama e 658 mil mortes em todo o mundo, obtendo uma maior 

predominância mundial. O câncer de mama, que atinge a maioria das mulheres, é definido pelo 

surgimento nas células de revestimento dos ductos, na maioria das vezes, ou lóbulos no tecido glandular 

da mama (1). O câncer de mama mais frequente é o carcinoma ductal invasivo, que corresponde em torno 

de 70% a 80% dentre todos os carcinomas da mama (2).  

A taxa de cura clínica do câncer mamário precedente pode chegar a uma porcentagem acima de 

90% em comparação ao estágio intermediário, que é de 50% a 70%, e ao estágio tardio, diminuindo as 

chances de sobrevivência (3). Sendo assim, o diagnóstico precoce e preciso da doença é um fator 

relevante para auxiliar no tratamento e prognóstico, podendo aumentar as chances de cura do paciente 

e evitar uma suposta metástase (4).  

A ressonância magnética (RM) da mama é o método mais sensível para a detecção do carcinoma 

quando comparado a mamografia digital, tomossíntese digital e ultrassom, considerando sua capacidade 

em avaliar a forma, o tamanho, o escopo e a perfusão sanguínea das massas mamárias através de uma 

variedade de sequências de varredura (3). Por meio da RM é possível obter imagens claras e detalhadas 

dos tecidos, facilitando a identificação de lesões que podem ser consideradas benignas em outras 

modalidades de imagem (5).  

Nas últimas décadas, devido ao avanço computacional, a inteligência artificial (IA) tem sido 

objeto de estudo com a descoberta de novos algoritmos e o acesso a dados disponíveis com maior 

facilidade (6). Atualmente, um dos modelos amplamente utilizados pela IA, baseado em redes neurais, é 

o deep learning (DL) (3). Esse método possui capacidade em aprender, automaticamente, através de 

representações de dados com vários níveis de concepções, sendo a tecnologia mais recente para 

especificação de imagens em ressonância magnética (7).  

A segmentação de lesões em imagens é uma das tarefas que o deep learning pode ser aplicado. 

Por meio dela é possível agrupar pixels ou conjunto de pixels da mesma propriedade, ou seja, partes de 

uma imagem que transmite a mesma categoria de um objeto (2), podendo assim ser utilizada para detectar 

limites, tumores e massas de acordo com a descrição predefinida da região de interesse (8). A 

segmentação correta das lesões mamárias garante uma classificação e diagnóstico precisos da doença 
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(3), sendo considerada uma fase importante na imagem médica, porém, quando feita manualmente, é um 

processo demorado e exigente (8). 

Desse modo, o presente estudo tem como objetivo revisar o desempenho da IA em deep learning 

na segmentação de regiões mamárias e áreas tumorais da mama e descrever os algoritmos de redes 

neurais aplicados para segmentação da mama em RM, a fim de contribuir com o conhecimento sobre o 

desenvolvimento e as aplicabilidades da inteligência artificial para o diagnóstico de câncer de mama. 

 

2 MATERIAIS E MÉTODOS 

Trata-se de uma revisão sistemática elaborada seguindo o diagrama Preferred Report Items for 

Systematics and Meta-Analyses (PRISMA), efetuada no ano de 2023, através da busca de artigos 

científicos no período de 7 de agosto a 30 de setembro. A estratégia de busca para cada base de dados 

foi embasada na pergunta investigativa: “A inteligência artificial em deep learning é um método eficaz 

na segmentação de exames de imagem em ressonância magnética para auxiliar mulheres no diagnóstico 

de câncer de mama?”, que teve como suporte para sua formulação a estratégia PICOS (Patient, 

Intervention, Comparison, Outcome and Study). 

2.1 Estratégia de busca bibliográfica 

Foram selecionados artigos das seguintes bases de dados: Público/editora MEDLINE (PubMed), 

Scientific Electronic Library Online (SciELO) e Literatura Latino-Americana e do Caribe em Ciências 

da Saúde (LILACS). Os descritores e termos que foram verificados na plataforma Descritores em 

Ciências da Saúde (DeCS) e Medical Subject Headings (MESH) incluem, em português: “Inteligência 

artificial”, “aprendizado profundo”, “processamento de imagem/segmentação”, “diagnóstico por 

imagem”, “câncer de mama” e “ressonância magnética”; e em inglês: “Artificial Intelligence”, “Deep 

learning”, “image processing/segmentation”, “diagnostic Imaging”, “Breast Cancer” e “Magnetic 

Resonance”. 

Para a associação das palavras-chave nos bancos de dados, foi aplicado o operador booleano 

AND, resgatando temas que incluíam os descritores e termos da pesquisa. Sendo assim, foi realizada a 

seguinte estratégia de busca: PubMed - (((((“Artificial intelligence”) AND (“Deep Learning”)) AND 

(“Segmentation”)) AND (“Diagnosis”)) AND (“Breast cancer”)) AND (“Magnetic resonanc”); SciELO 

- (“Inteligência artificial”) AND (“Aprendizado profundo”) AND (“Segmentação”) AND 
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(“Diagnóstico”) AND (“Câncer de mama”) AND (“Ressonância magnética"); LILACS - (“Aprendizado 

profundo” [Palavras] AND “Segmentação” [Palavras] AND “Câncer de mama” [Palavras]). 

2.2 Critérios de elegibilidade 

Para a seleção dos artigos foram adotados os seguintes critérios de inclusão: artigos científicos 

originais disponíveis na íntegra, publicados nos últimos 6 anos (2018-2023) no idioma português e 

inglês, tendo como objeto de pesquisa modelos humanos. Além disso, foram selecionados artigos que 

obtiveram considerável relevância para esse estudo, abordando sobre a segmentação de imagens da 

mama inteira ou da área tumoral em ressonância magnética utilizando o modelo deep learning para 

auxiliar no diagnóstico de câncer de mama. Como critérios de exclusão, foram rejeitados artigos em 

formato de revisão sistemática e de literatura, estudos de ponto de vista, artigos em duplicata e que não 

respondia a pergunta investigativa. O desenho de estudo não foi considerado fator de exclusão para a 

presente revisão. 

2.3 Organização e extração dos dados 

Na coleta de dados, foram selecionados os artigos científicos, previamente, por meio do título 

e, em seguida, através dos resumos, obtendo, por fim, a análise do artigo na íntegra. Os dados 

bibliográficos dos estudos foram organizados no programa Microsoft Excel, no qual foram avaliados o 

título e o resumo, quanto aos critérios de inclusão. Os estudos que atenderam aos critérios de inclusão 

foram armazenados e seus detalhes alimentados na planilha prévia do Microsoft Excel. Estudos 

completos que não seguiram os critérios, foram excluídos. Os resultados das buscas e avaliações foram 

reportados no fluxograma PRISMA, elaborado no programa Microsoft PowerPoint. 

A extração dos dados foi feita identificando informações relevantes e padronizadas dos artigos, 

incluindo: primeiro autor; ano de publicação; população adotada (número e idade média); desenho 

utilizado; foco do estudo; equipamento de ressonância magnética manuseado; sequência operada no 

protocolo dos exames; algoritmo deep learning aplicado; métricas de avaliação de segmentação: 

coeficiente de similaridade de dados (CSD) e sensibilidade de segmentação (SS) ; principais descobertas 

do desempenho de segmentação; e resultados significativos. Os dados foram organizados em formato 

de tabela.  
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2.4 Avaliação da qualidade 

Visando aprimorar o rigor científico e metodológico dos artigos encontrados, foi feita uma 

avaliação do risco de viés dos estudos. Para isso, foi utilizada a plataforma Joanna Briggs Institute (JBI), 

uma organização que tem como objetivo avaliar a confiabilidade, a relevância e os resultados dos 

artigos. Sendo assim, foi preenchida a lista de verificação de avaliação crítica do JBI (11) contendo 

questões referentes ao desenho de estudo dos artigos selecionados. Após a avaliação, foi categorizado 

os níveis do risco de viés em: alto, moderado e baixo, de acordo com a porcentagem de respostas 

positivas de cada artigo. Os estudos que apresentaram um resultado positivo acima de 70% foram 

classificados com baixo risco de viés, de 50% a 69% com moderado risco de viés e os que tiveram um 

resultado abaixo de 50% com alto risco de viés. A verificação JBI foi descrita através de um gráfico 

elaborado no programa Microsoft PowerPoint.  

3 RESULTADOS  

Após a busca bibliográfica, foram identificados, através de bases de dados e registros PubMed, 

SciELO e LILACS, 47 artigos. Desses estudos, 26 foram descartados decorrente à seleção feita a partir 

da triagem pelo título e resumo, incluindo estudos que não respondiam a pergunta investigativa e estudos 

de revisão de literatura. Foram selecionados para análise 21 artigos completos para avaliação e filtragem 

de elegibilidade, obedecendo critérios de artigos originais e disponíveis na íntegra, escritos em língua 

portuguesa e inglesa e dentro do período de 2018 a 2023. Após a leitura e aplicação dos critérios de 

seleção, restaram 8 artigos elegíveis (Figura 1).  

A Tabela 1 evidencia as características gerais dos oito artigos incluídos na revisão. Os anos dos 

artigos selecionados variou de 2019 a 2022, considerando 2020 e 2022 os anos com maior número de 

publicações, com um total de 3 para cada ano. A maior parte dos estudos (n = 6) tiveram amostras acima 

de 100 pacientes, com idade média variando entre 35-51 anos. Todos os estudos utilizaram o desenho 

transversal retrospectivo (n = 8), porém, com focos diferentes de segmentação, sendo 3 com enfoque 

para a área tumoral, 4 para a região mamária e 1 para lesões de massa. Os artigos englobaram uma 

variedade de equipamentos de RM, empregando em 6 estudos sequências de imagens com contraste 

dinâmico (DCE) e em 4 estudos sequência de difusão (DWI). As imagens coletadas em todos os artigos 

foram analisadas e delineadas manualmente por radiologistas especialistas, servindo de parâmetro para 

determinar a verdade básica para qualificação. 
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A Rede Neural Convulacional (CNN) U-Net foi o algoritmo em deep learning que obteve maior 

predominância nos artigos (n = 6), sendo testado isoladamente (13,17), em combinação com outros 

métodos (11,12) e em uma versão melhorada (15). Também foi utilizado o algoritmo ResNet50 (10) e Mask 

R-CNN (16). O índice de coeficiente de similaridade de dados foi a métrica de avaliação empregada, na 

maior parte dos artigos (11,12,13,14,15,16,17), para medir a taxa de repetição da segmentação automática e 

manual. Dentre os estudos, o algoritmo U-Net isolado apresentou um índice CSD de 95% no treinamento 

de dois artigos (13,17), na sua versão melhorada (U-Net++) também atingiu um índice de 95%, quando 

combinado com o algoritmo de aprendizado de máquina (SVM) apresentou desempenho de 93% (12) a 

94% (11), quando combinado com o aprendizado de transferência indicou um bom funcionamento com 

97% no treinamento e 87% no teste (17), quando comparado com o SegNet apontou um maior percentual, 

principalmente nas sequências de contraste dinâmico (92%; 87%). O algoritmo Mask R-CNN apresentou 

um CSD maior no treinamento (82%). Não foi aplicada a métrica de CSD no estudo com a Rede Neural 

ResNet50 (Tabela 2).  

Nos estudos com o algoritmo de combinação U-Net e SVM, Li YZ et al. (11) e Guo YY et al. (12) 

avaliaram a sensibilidade de segmentação (SS) da proporção de pontos tumorais corretamente 

segmentados em relação ao valor real, obtendo um valor de 94% e 92%, respectivamente, em 

comparação a outros estudos. No estudo com a arquitetura U-Net++, Jiao H et al. (15) também determinou 

a sensibilidade da segmentação para cada imagem de validação, alcançando um valor de 94%.  

Dentre os estudos avaliados na lista de verificação da JBI, 7 foram categorizados com baixo 

risco de viés (10,11,12,13,15,16,17), atendendo aos critérios e alcançando o percentual positivo acima de 70%, 

e 1 foi classificado com moderado risco de viés, apresentando respostas negativas e obtendo o percentual 

positivo entre 50% a 69% (Figura 2). 
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TABELA 1. Descrição das características gerais dos artigos selecionados   

Autores e 

ano 

Desenho do 

estudo 

População  Foco do estudo 

(área segmentada) 

Equipamento de 

RM  

Sequência do 

exame 

Zhou J et al. 

(10), 2020  

Transversal 

retrospectivo 

N = 133; 91 malignos (IM: 51±10) 

e 62 benignas (IM: 45±11) 

Tumores malignos e 

lesões benignas 

3T (GE) DCE 

(VIBRANT) 

Li YZ et al. 

(11), 2022  

Transversal 

retrospectivo 

N = 164; 98 com alta expressão KI-

67 e 66 com baixa expressão 

Câncer Ki-67 3T (PHILIPS, 

Ingenia) 

DWI  

Guo YY et 

al. (12), 2022  

Transversal 

retrospectivo 

N = 272; 107 triplo-negativos e 165 

cânceres com pressão molecular 

Câncer triplo-

negativo 

3T (PHILIPS, 

Ingenia) 

DCE (T2-FSE 

e STIR); DWI 

Zhang Y et 

al. (13), 2019  

Transversal 

retrospectivo 

N = 286 CDI unilateral para 

treinamento (IM: 49 anos); N = 28 

saudáveis para validação (IM: 35 

anos) 

Região mamária T: 3T (Siemens); 

V: 1.5T (GE e 

Siemens), 3T (GE 

e Siemens) 

T: pré-

contraste em 

T1; V: T1 sem 

contraste 

Zhang L et 

al. (14), 2020  

Transversal 

retrospectivo 

N = 98;   Região mamária 1,5T (Siemens e 

GE); 3T 

(Siemens) 

4 conjuntos de 

dados: 2 DCE; 

2 DWI 

Jiao H et al. 

(15), 2020  

Transversal 

retrospectivo 

N = 75 (IM: 47 anos) Região mamária  3T (GE) DWI; DCE 

(VIBRANT) 

Zhang Y et 

al. (16), 2022  

Transversal 

retrospectivo 

N = 241 para treinamento; N = 98 

para teste (IM: 49 anos para ambos) 

Lesões de massa 

(CDI em destaque)  

T: 3T; TT: 1,5T 

(Siemens) 

DCE (3D-

FLASH) 

Zhang Y et 

al. (17), 2021  

Transversal 

retrospectivo 

3 dados: N = 286 sem gordura; N = 

126 para treinamento (IM: 48,5 

anos); N = 40 para teste (IM: 44 

anos) 

Região mamária em 

imagens de gordura 

SG: 3T; T: 1,5T; 

TT: 3T  

(Siemens) 

T1W pré-

contraste; 

DCE (3D-

FLASH) 

IM, idade média; DCE, estudo dinâmico com contraste; VIBRANT, imagem de volume para avaliação da mama; DWI, sequência 

de difusão; T2-FSE, Fast Spin Echo ponderadas em T2; STIR, sequência da recuperação de inversão de curto período; CDI, 

carcinoma ductal invasivo; T, treinamento; V, validação; TT, teste; 3D-FLASH, sequência tridimensional rápida de baixo ângulo; 

SG, sem gordura; T1W, ponderado em T1 
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TABELA 2. Desempenho da segmentação avaliado pelo coeficiente de similaridade de dados (CSD) 

Autores  Algoritmo DL CSD (média) 

Zhou J et al. (10)  ResNet50 NA 

Li YZ et al. (11)  Combinação U-Net + SVM 94% 

Guo YY et al. (12) Combinação U-Net + SVM 93% 

Zhang Y et al. (13) U-Net T: 95%; V: 86% (média de todas as RM) 

Zhang L et al. (14) U-Net e SegNet U-Net: 92% (DCE 1); 87% (DCE 2); 85% (DWI 3); 

72% (DWI 4) 

SegNet: 84% (DCE 1); 80% (DCE 2); 77% (DWI 3); 

65% (DWI 4) 

Jiao H et al. (15)  U-Net++ 95% 

Zhang Y et al. (16) Mask R-CNN T: 82%; TT: 79% 

Zhang Y et al. (17) U-Net T: 95% (sem AT); 97% (com AT) 

TT: 83% (sem AT); 89% (com AT) 

 

 

4 DISCUSSÃO 

Nesse estudo de revisão, foi avaliado o desempenho da inteligência artificial em deep learning 

de segmentar regiões mamárias e áreas tumorais na mama, de forma automatizada, através de aplicações 

dos algoritmos de CNN em exames de ressonância magnética para auxiliar no diagnóstico de câncer de 

mama. Para isso, foram revisados um conjunto de dados de artigos transversais retrospectivos. 

A partir das análises desses artigos, observa-se que o foco dos estudos para segmentação da 

mama inteira é predominante, porém, já se tem carcinomas importantes sendo estudados, como o câncer 

NA, não se aplica; SVM, algoritmo de aprendizado de máquina; RM, ressonância magnética; T, treinamento; V, 

validação; DCE, estudo dinâmico com contraste; DWI, sequência de difusão; CNN, rede neural convulacional; TT, 

teste; AT, aprendizado por transferência 
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Ki-67 (11), câncer triplo-negativo (12) e o carcinoma ductal invasivo (13). Além disso, foram testados 

uma variedade de equipamentos de RM com diferentes protocolos, o que promove viabilidade para uma 

possível integração dessas técnicas na prática clínica.  

Dentre os algoritmos DL implementados, a CNN U-Net tem sido destaque nos estudos com bons 

desempenhos e resultados satisfatórios, com média de 95% de coeficiente de similaridade de dados 

(tabela 2) e média de 94% de sensibilidade quando calculado em sua versão melhorada (U-Net++) (15) e 

em combinação com SVM (11,12). A partir das métricas de avaliação (CSD e a SS) verificadas nos artigos, 

foi mostrado que a segmentação automatizada através do algoritmo deep learning apresenta resultados 

relevantes quando comparado com a segmentação manual realizada pelos radiologistas especialistas 

(verdade básica). 

Apesar de obter pontos importantes e relevantes para o tema, o estudo apresentou limitações por 

consequência da escassez de publicações, considerando ser um tópico recente e atual. Não foi 

encontrado nenhum estudo em língua portuguesa nas bases de dados (SciElo e LILACS), apenas estudos 

em inglês (PubMed). Sendo assim, é pertinente que pesquisem e explorem essa nova tecnologia de 

inteligência artificial em saúde, a fim de fornecer estratégias para profissionais radiologistas e 

imagenologistas e, consequentemente, assegurar o paciente para um melhor diagnóstico e prognóstico 

do câncer de mama. 

5 CONCLUSÃO 

Em suma, esta revisão mostrou que a IA em deep learning na segmentação de regiões mamárias 

e áreas tumorais da mama em ressonância magnética tem um bom potencial e eficácia para auxiliar no 

diagnóstico de câncer de mama, sendo capaz de atingir o seu objetivo e realizar o que foi proposto.  
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FIGURA 1. Fluxograma de seleção dos artigos segundo o diagrama PRISMA  
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