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RESUMO

Referência: NOGUEIRA, A. K. S. Inteligência Estatística versus Inteligência Artificial na 

Predição  de  Eventos  em Síndromes  Coronarianas  Agudas. Trabalho  de  Conclusão  de 

Curso (Medicina) – Escola Bahiana de Medicina e Saúde Pública, Salvador, Bahia, 2022.

Fundamento: Modelos de predição clínica estimam a probabilidade de desfechos relevantes, 

potencializando a tomada de decisão clínica e o cuidado individualizado. Apesar de sua ampla 

disseminação,  desconhece-se  se  modelos  baseados  em  aprendizado  de  máquina  superam 

aqueles desenvolvidos a partir de métodos estatísticos usuais, principalmente em cenários de 

dados tradicionais.  Objetivo:  Testar se o aprendizado de máquina aprimora a predição de 

desfechos  clínicos  quando  comparado  à  modelagem  estatística  tradicional.  Métodos: 

Aleatoriamente  subdividimos  uma  coorte  prospectiva  de  pacientes  consecutivamente 

hospitalizados com critérios objetivos de síndrome coronariana aguda. Em 80% da coorte, 

desenvolvemos  modelos  baseados tanto em aprendizado de máquina quanto em regressão 

estatística.  Nos  20%  restantes,  validamos  internamente  os  modelos  e  os  comparamos. 

Resultados: Entre  setembro  de  2011  e  julho  de  2019,  avaliamos  1.314  pacientes 

hospitalizados em unidade coronariana intensiva por síndrome coronariana aguda. Treinamos 

algoritmos  de  support  vector  machine e  extreme  gradient  boosting e  estatisticamente 

ajustamos  modelos  de  regressão  logística  para  predizer  a  ocorrência  de  eventos 

cardiovasculares adversos maiores e sangramento maior. Na predição de risco cardiovascular, 

não houve superioridade dos algoritmos baseados em  support vector machine (estatística  c 

[IC  95%],  0,69  [0,53–0,84]  vs.  0,76  [0,64–0,87];  P =  0,31)  nem daqueles  baseados  em 

extreme  gradient  boosting (0,65  [0,47–0,82]  vs.  0,76  [0,64–0,87];  P =  0,08)  quando 

comparados  ao  modelo  estatístico.  Também  não  houve  superioridade  de  support  vector 

machine (0,57 [0,38–0,75] vs. 0,77 [0,61–0,93]; P = 0,36) nem de extreme gradient boosting 

(0,67  [0,49–0,86]  vs.  0,77  [0,61–0,93];  P =  0,15)  para  predição  de  sangramento  maior. 

Conclusão:  O presente estudo sugere que modelos preditivos baseados em aprendizado de 

máquina não necessariamente superam métodos estatísticos bem estabelecidos, especialmente 

em coortes epidemiológicas tradicionais.

Palavras-chave: Inteligência artificial; Modelos de predição clínica; Síndrome coronariana 

aguda



ABSTRACT

Reference: NOGUEIRA, A. K. S.  Statistical Intelligence versus Artificial Intelligence in 

Predicting  Events  in  Acute  Coronary  Syndromes. MD  Thesis  –  Bahiana  School  of 

Medicine and Public Health, Salvador, Bahia, 2022.

Background: Clinical  prediction  models  estimate  the  probability  of  relevant  outcomes, 

enhancing clinical  decision-making and individualized  care.  Despite  its  increasingly  large 

dissemination, whether models based on machine learning outperform those developed upon 

usual statistical methods remains unknown, especially in traditional data settings. Objective: 

To test  whether machine learning improves the risk prediction of clinical  outcomes when 

compared  to  traditional  statistical  modeling.  Methods: We  randomly  split  a  prospective 

cohort of consecutively hospitalized patients fulfilling objective criteria for acute coronary 

syndrome. In 80% of the cohort, we developed models based on both machine learning and 

statistical  regression.  For  the  remaining  20%,  we  internally  validated  these  models  and 

compared  them.  Results:  Between  September  2011  and  July  2019,  we  evaluated  1,314 

patients  hospitalized  in  a  coronary  intensive  care  unit  for  acute  coronary  syndrome.  We 

trained support vector machine and extreme gradient boosting algorithms and statistically fit 

logistic regression models to predict the occurrence of major adverse cardiovascular events 

and major bleeding.  In predicting cardiovascular  risk, there was no superiority  of support 

vector machine-based algorithms (c statistic [95% CI], 0.69 [0.53–0.84] vs. 0.76 [0.64–0.87]; 

P = 0.31) nor of extreme gradient boosting (0.65 [0.47–0.82] vs. 0.76 [0.64–0.87]; P = 0.08) 

when compared to  the statistical  models.  We also found no superiority  of support  vector 

machine (0.57 [0.38–0.75] vs. 0.77 [0.61–0.93];  P = 0.36) and extreme gradient boosting 

(0.67 [0.49–0.86] vs. 0.77 [0.61–0.93]; P = 0.15) for predicting major bleeding. Conclusion: 

The present study suggests that machine learning-based prediction models do not necessarily 

outperform  long-established  statistical  methods,  especially  in  traditional  epidemiological 

cohort settings.

Keywords: Artificial intelligence; Clinical prediction models; Acute coronary syndrome
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1 INTRODUÇÃO

Modelos de predição clínica estimam o risco de ocorrer certa doença (modelos diagnósticos) 

ou  suas  consequências  (modelos  prognósticos)  a  partir  de  características  individuais, 

permitindo a personalização das decisões médicas.1–3 São úteis sobretudo em condições nas 

quais  o  perfil  de  risco  dos  pacientes  é  bastante  heterogêneo.3 É  o  caso  da  síndrome 

coronariana  aguda,  que  inclui,  em gravidade  ascendente,  indivíduos  com angina  instável, 

infarto sem supradesnível de segmento ST, e infarto com supradesnível de ST.3–5

A  utilidade  do  modelo  reflete  seu  desempenho  preditivo.1,6 Apesar  de  classicamente 

empregar-se modelagem estatística em predições clínicas,1,2 avanços recentes na capacidade 

computacional e na complexidade dos dados reavivaram o interesse em explorar métodos de 

aprendizado de máquina.7–10 Admite-se que, em teoria, esses métodos superam a modelagem 

estatística devido à sua maior flexibilidade para se ajustar a padrões complexos de dados.7–9,11–

14 No entanto, revisões sistemáticas não evidenciaram incremento preditivo, além do que há 

graves falhas na metodologia e apresentação das comparações entre os métodos.2,15

Em  especial,  discute-se  a  existência  dessa  pretensa  vantagem  em  situações  de  dados 

tradicionais — um termo que opõe-se aos cenários de megadados (big data) —7: em função 

da menor eficiência, métodos de aprendizado de máquina demandam mais dados para atingir 

um  desempenho  satisfatório,  contrapesando  sua  maior  flexibilidade  em  comparação  aos 

métodos estatísticos há muito estabelecidos para desenvolvimento e validação de modelos de 

predição  clínica.16 Essa  preocupação  intensifica-se  pela  paucidade  de  demonstrações  de 

evidente benefício adicional dos métodos de inteligência artificial  em Medicina,  apesar de 

décadas  de  investigação  nesse  âmbito.2,15 Contudo,  persistem  o  exagero  e  a  euforia  em 

desinformadamente concebê-los como absolutamente úteis ou mesmo superiores a abordagens 

tradicionais; concepções primariamente movidas pela relativa novidade desses métodos e pelo 

desconhecimento geral sobre suas capacidades e funcionamento.17

A teórica superioridade do aprendizado de máquina é,  pois,  controversa.  A partir  de uma 

coorte prospectiva de pacientes consecutivamente hospitalizados com critérios objetivos de 

síndrome coronariana aguda, testamos se o aprendizado de máquina aprimora a predição de 

desfechos  clínicos  quando  comparado  à  modelagem  estatística  tradicional.  Esperamos 

contribuir para o esclarecimento da sua real utilidade e adequação ao vigente entusiasmo.

9



2 OBJETIVO

Testar  se  o  aprendizado  de  máquina  aprimora  a  predição  de  desfechos  clínicos  quando 

comparado à modelagem estatística tradicional.
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3 REVISÃO DE LITERATURA

3.1 Síndrome Coronariana Aguda

A cardiopatia isquêmica persiste globalmente como principal causa de morte e incapacidade, 

onerando demasiadamente os custos humanos e econômicos: estima-se uma perda anual de 9 

milhões de vidas e 12% dos anos de vida ajustados para incapacidade18–20; somente nos EUA, 

o gasto anual atribuível à cardiopatia isquêmica supera US$ 228 bilhões.19,20

Tipicamente,  designamos  síndrome  coronariana  aguda  (SCA)  a  apresentação  súbita  de 

cardiopatia isquêmica.4,5 A SCA resulta principalmente de trombose coronariana, secundária à 

ruptura ou erosão de placa aterosclerótica.5,21,22 Seu espectro de risco é heterogêneo na medida 

em que os sintomas isquêmicos podem suceder desde uma angina benigna até um ominoso 

infarto.4,5 Em consequência da vultosa necrose miocárdica, o infarto diferencia-se da angina 

pela elevação significativa de biomarcadores séricos.4,5 Mesmo o prognóstico dos pacientes 

infartados pode diferir, especialmente, de acordo com a presença de supradesnivelamento do 

segmento ST à cardioscopia, indicando acometimento transmural da parede cardíaca.4,5

Como  pacientes  em  maior  risco  cardiovascular  beneficiam-se  sobretudo  de  medidas 

angiográficas e antitrombóticas intensivas,  torna-se imprescindível a estratificação de risco 

em SCA.3–5 Anteriormente, inferia-se gravidade clínica apenas pela presença de infarto com 

supradesnível  de  ST  ou  por  complicações  francas,  tais  como  instabilidade  elétrica  ou 

hemodinâmica, e refratariedade terapêutica.3–5 Contudo, uma insigne fração dos pacientes não 

contemplados nesses critérios também estava em alto risco, potencialmente beneficiando-se 

de estratégias terapêuticas mais agressivas.3–5

Modernamente,  a  implementação  de  modelos23–25 prognósticos  amplamente  validados 

possibilitou a identificação desses indivíduos, revolucionando o manejo da SCA.3–5 Mais que 

isso, espera-se que a importância  dessas ferramentas aumente no futuro,  acompanhando o 

crescimento na proporção de infartos sem supradesnível de ST.5 O que deve-se, em parte, pela 

tendência secular de redução5 do perfil de risco clínico causada por avanços no tratamento 

farmacológico e benéficas mudanças de estilo de vida em países desenvolvidos, e, em parte, 

pelo aumento na reclassificação26 de pacientes — outrora erroneamente diagnosticados com 

angina  instável  —  decorrente  da  progressiva  disseminação  de  ensaios  de  troponina 

ultrassensível.
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3.2 Modelos de Predição Clínica

Modelos  preditivos  são  ubiquamente  utilizados  em  Medicina  —  particularmente  em 

Cardiologia.1,2 Essas  ferramentas  estimam  o  risco  de  ocorrer  certa  doença  (modelos 

diagnósticos)  ou  suas  consequências  (modelos  prognósticos)  a  partir  de  características 

individuais,  permitindo  a  personalização  das  decisões  médicas.2,3 Predições  clínicas 

usualmente empregam técnicas tradicionais de modelagem estatística.1,2 Embora já estudados 

esporadicamente para predição de risco,27,28 modelos de aprendizado de máquina alastraram-se 

exponencialmente  nos  últimos  anos.7–10 Recentes  avanços  técnicos,  computacionais  e  na 

complexidade dos bancos de dados reavivaram o interesse por essa abordagem.7–10

A distinção entre aprendizado de máquina e modelagem estatística é controversa,29 embora 

largamente discutida.30 Avulta-se, todavia, uma clara divergência: modelos de aprendizado de 

máquina  inferem direta  e  automaticamente  a  partir  dos  dados,31 enquanto  os  tradicionais 

modelos  estatísticos  fundamentam-se  extensivamente  em  pressupostos  e  teorias.6 Por  tal 

flexibilidade, o aprendizado de máquina teoricamente superaria a modelagem estatística.7–9,11–

14 Mas tal prerrogativa não é endossada por revisões sistemáticas abrangentes, que, contudo, 

incluem bastantes estudos metodologicamente inadequados.2,15

As  revisões2,15 consentem  em  três  conclusões:  (i)  quase  metade  das  comparações  entre 

aprendizado de máquina e modelagem estatística tem expressivo risco de viés; (ii) em estudos 

com baixo risco de viés, o aprendizado de máquina não aprimora predições clínicas quando 

comparado à modelagem estatística; (iii) não se avaliou a calibração da maioria dos modelos 

comparados. Ademais, preocupa a possibilidade de que o pretenso benefício da flexibilidade 

dos modelos de aprendizado de máquina amortize-se pela sua menor eficiência, que em vista 

disso chegam a ser retratados como “data hungry”.16 Portanto, a alegação de superioridade do 

aprendizado de máquina para predição clínica é inconsistente.

3.3 Breve Digressão sobre Aprendizado de Máquina

Aprendizado de máquina é um ramo da ciência  da computação interessado na construção 

algorítmica  de  modelos  estatísticos  para  predição  ou  reconhecimento  de  padrões.31–34 Ele 

consiste em um tipo de inteligência artificial,31–34 visto que emula o pensamento humano para 

resolver problemas práticos — embora a terminologia seja ontologicamente inapropriada na 

medida em que máquinas não pensam; “treinamento” ou “inferência” de máquina são mais 

corretos.35
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Um  modelo  típico  de  aprendizado  de  máquina  constitui-se  de  três  componentes 

fundamentais32–34: (i) um processo decisório, que delineia uma série de instruções para gerar 

predições a partir da análise dos dados; (ii) uma função de erro, que estima estatisticamente a 

acurácia da predição comparando-a ao valor observado; (iii) um processo de otimização, que 

delineia  uma  série  de  instruções  para  atualizar  o  processo  de  decisão,  (i),  de  modo  a 

minimizar o erro estimado por (ii). O aumento na acurácia preditiva a partir de sucessivas 

iterações algorítmicas parodia a forma como aprendemos.

Classicamente, há três tipos de aprendizado de máquina32–34: no aprendizado supervisionado, 

treina-se  um  algoritmo  de  classificação  ou  predição  a  partir  de  exemplos  previamente 

rotulados; no aprendizado não supervisionado, treina-se um algoritmo de classificação que 

identifique  similaridades  e  diferenças  em  um  conjunto  de  exemplos  não  rotulados;  no 

aprendizado  semissupervisionado,  combina-se  ambos  os  métodos:  primeiro,  treina-se  um 

algoritmo de classificação ou agrupamento em um conjunto menor de exemplos rotulados, 

para, em seguida, utilizá-lo em um conjunto maior de exemplos não rotulados. Tipicamente 

emprega-se  aprendizado  supervisionado  em predição  clínica.2,11,15 Fogem ao nosso escopo 

técnicas avançadas, tais como aprendizado de reforço e aprendizado profundo.
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4 MÉTODOS

4.1 Delineamento e Pacientes do Estudo

Nosso  registro  de  síndrome  coronariana  aguda  (SCA)  fora  descrito  em  tantos  estudos 

prévios.36–47 Brevemente,  trata-se  de  uma  coorte  prospectiva  de  pacientes 
adultos (com idade ≥ 18 anos) consecutivamente hospitalizados em unidade 
coronariana  intensiva  entre  setembro  de  2011  e  julho  de  2019.  Incluímos 
todos os indivíduos com quadro clínico sugestivo de SCA e que possuíam ao 
menos um dos seguintes critérios objetivos: (i) injúria miocárdica, definida 
pela  elevação  dinâmica  dos  níveis  séricos  de  cardiotroponinas  para  acima  do 

percentil  9948,49;  (ii)  alterações  isquêmicas  de  ST-T  em  pelo  menos  duas  derivações 

eletrocardiográficas  contíguas50;  (iii)  coronariopatia  pregressa,  documentada  ou 
por obstrução coronariana ≥ 70% à cineangiocoronariografia em paciente 
com angina estável,  ou por ondas Q patológicas em paciente com história 
sugestiva de infarto prévio. Pretendendo representar todos os pacientes com 
SCA, não estabelecemos critérios de exclusão. 

Durante  todo  o  estudo,  nenhum  investigador  interferiu  em  quaisquer  decisões  clínicas. 

Obtivemos consentimento por escrito, livre e esclarecido de todo participante no momento da 

sua  admissão  (Anexo  A).  Em  conformidade  com  regulamentações  nacionais  e 

internacionais,51 o comitê de ética em pesquisa local aprovou o protocolo deste estudo sob o 

certificado  n.º  57161016.8.0000.5544  (Anexo  B).  Descrevemos  este  estudo  segundo 

recomendações  das  declarações  STROBE52 (STrenthening  the  Reporting  of  OBservational 

studies in Epidemiology) e TRIPOD53 (Transparent Reporting of a multivariable prediction 

model for Individual Prognosis Or Diagnosis), vide Apêndices A e B.

4.2 Coleta dos Dados e Definição dos Desfechos

Sob  a  supervisão  de  médicos  cardiologistas,  pesquisadores  treinados  de  nosso  grupo 

coletaram direta e padronizadamente os dados dos pacientes, cuidando para não induzir suas 

respostas,  e  subsequentemente  armazenando-os  on-line (Apêndice  C).  Selecionamos  23 

preditores tradicionais de eventos cardiovasculares adversos em SCA: idade, sexo, índice de 
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massa  corpórea,  tabagismo,  hipertensão  arterial  sistêmica,  diabetes  mellitus,  dislipidemia, 

arteriopatia oclusiva periférica, estenose carotídea, doença arterial coronariana (DAC), infarto 

prévio, história familiar de DAC prematura (em homens < 55 anos ou mulheres < 65 anos 

com 1 grau  de  parentesco),  doença  cerebrovascular,  doença  renal  crônica,  uso  prévio  de 

salicilato,  frequência  cardíaca,  pressão  arterial  sistólica,  classe  de  Killip,  alterações 

isquêmicas ao eletrocardiograma, injúria miocárdica, e concentrações séricas de NT-pró-BNP, 

creatinina  e  hemoglobina.  Derivamos  modelos  para  predizer  a  ocorrência  de  eventos 

cardiovasculares adversos maiores54 — um composto de morte por todas as causas e reinfarto 

não fatal  — e sangramento maior, definido pelos tipos 3 ou 5 segundo a classificação de 

BARC55 (Bleeding Academic Research Consortium).

4.3 Análise dos Dados

Descrevemos variáveis categóricas por frequências absolutas e relativas, e variáveis contínuas 

por média e desvio padrão, quando normais, ou por mediana e intervalo interquartil, quando 

não  normais.  Avaliamos  a  normalidade  combinando  inspeção  de  histograma,  cálculo  de 

assimetria  e  curtose,  e  inferência  pelo  teste  de Shapiro-Wilk.  Estimamos  diferenças  entre 

grupos através de teste t não pareado, para variáveis contínuas paramétricas; teste U de Mann-

Whitney,  para variáveis  contínuas não paramétricas;  teste  χ²,  para variáveis  categóricas;  e 

teste exato de Fisher, para tabelas 2-por-2. Tratamos dados faltantes mediante imputação de 

40  conjuntos  de  dados  com  100  iterações  para  cada  uma,  concordantemente  a  robustas 

recomendações.  Valores de  P bicaudais  inferiores  a 0,05 indicam significância  estatística. 

Conduzimos todas as análises pelo R versão 4.1.0 (R Foundation for Statistical Computing, 

Viena,  Áustria).  Modelos  de  aprendizado  de  máquina  foram  treinados  e  otimizados 

utilizando-se a biblioteca caret.56

A fim de reproduzir  pesquisas anteriores57,58 sobre aprendizado de máquina  para predição 

clínica de risco que baseiam-se em eminentes recomendações32, dividimos aleatoriamente a 

coorte em dois subgrupos, na proporção de 4:1: em 80% dos pacientes, desenvolvemos tanto 

modelos  de  aprendizado  de  máquina  quanto  de  regressão  estatística;  nos  20% restantes, 

validamos internamente os modelos e comparamos ambas estratégias de modelagem. Todos 

os 23 preditores foram incluídos nos modelos baseados em aprendizado de máquina, pois o 

método  não  restringe  um  máximo  de  preditores  conforme  a  quantidade  de  desfechos 

observados.59 Em contrapartida, selecionamos os preditores da regressão estatística segundo a 
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regra60 de  bolso  de  10  desfechos  por  parâmetro  preditor  ao  incluirmos  as  variáveis 

independentes com menor valor de P para associação com o desfecho na análise bivariada.61

Ajustamos um modelo de regressão logística e dois modelos de aprendizado de máquina para 

predizer cada desfecho. Para escolha do modelo final de regressão, aplicamos um algoritmo 

stepwise com  seleção  bidirecional  das  variáveis  que  fundamentava-se  na  otimização  do 

critério  de  informação  de  Akaike.61–64 Utilizamos  dois  classificadores  de  aprendizado  de 

máquina: extreme gradient boosting65 e support vector machine66. O support vector machine é 

simples,  inveterado  e  bastante  utilizado  para  predição  clínica.11,32–34,66 Reciprocamente,  o 

extreme gradient boosting é método moderno e pouco estabelecido,11,32–34,65 mas incluído neste 

estudo  por  mérito  de  evidências67,68 de  superioridade  em relação  a  outros  classificadores. 

Pragmaticamente escolhemos a função de base radial como núcleo da support vector machine 

porque os dados advém de uma coorte tradicional.69 O treino dos modelos de aprendizado de 

máquina foi otimizado com base em 10 validações cruzadas com 100 iterações para cada 

uma.32,56

O  resultado  das  regressões  foi  descrito  pela  razão  de  chances  para  cada  preditor,  seu 

respectivo intervalo de confiança e valor de P.6,62 No aprendizado de máquina, a importância 

relativa dos preditores foi expressa pela estimativa dimensionada de desempenho, calculada 

dividindo-se a estimativa absoluta de desempenho de cada preditor pela estimativa absoluta 

do preditor mais importante.32,56 Estimativas dimensionadas são relativas, variando de 0 a 100 

e  permitindo  uma  comparação  direta  entre  a  importância  dos  preditores  em  diferentes 

modelos.56 Para cada modelo, calculamos estimativas de acurácia prognóstica — sensibilidade 

(Se), especificidade (Sp), valores preditivos e razões de probabilidade.70,71 Determinamos o 

ponto de corte ótimo (c*) para classificação dicotômica com base no índice J de Youden, que 

indica a máxima acurácia efetiva ao integrar  sensibilidade e especificidade em uma única 

medida: J = maxc{Se + Sp - 1}.72 Diferentemente da sensibilidade e especificidade, os valores 

preditivos  dependem da  frequência  dos  desfechos  e  podem ser  estimados,  para  qualquer 

incidência, bayesianamente multiplicando-se a chance do desfecho pela respectiva razão de 

probabilidade.71

Avaliamos  o  desempenho  preditivo  mediante  estimativas  de  discriminação  e  calibração. 

Discriminação  é  a  capacidade  do  modelo  classificar  corretamente  quem  terá  ou  não  o 

desfecho, mensurada pelo índice de concordância c de Harrell — numericamente igual à área 
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sob a curva ROC (Receiver Operator Characteristic).6,62,73 Define-se c como a probabilidade 

de que o risco de desfecho atribuído a  alguém em maior  risco supere aquele atribuído a 

alguém em menor risco.6,62,73 A discriminação é perfeita se c = 1, nula se c = 0, e irrelevante se 

c ≤ 0,5.6,62,73 Utilizamos os métodos de DeLong para comparar as discriminações entre as 

estratégias  de  modelagem.74 Corrigimos  para  múltiplas  comparações  mediante  ajuste  de 

Bonferroni.75

Calibração refere-se à concordância  entre  o risco observado e a  predição  do modelo.6,62,76 

Inferimos a calibração média ao longo de toda a coorte, representada pelo intercepto da curva 

de calibração.76 A dispersão das diferenças entre riscos preditos e observados foi estimada 

pela inclinação da curva de calibração. Idealmente, a curva de calibração é, efetivamente, uma 

reta  com inclinação  de  1 que  intercepta  o eixo  y  em 0.76 Um intercepto  negativo  indica 

subestimativa geral do risco, enquanto um intercepto positivo indica superestimativa geral.76 

Uma inclinação inferior a 1 indica predições extremas, superestimando o risco de pacientes 

mais  propensos  a  terem desfecho e  subestimando  o  risco  daqueles  menos  propensos;  em 

contrapartida, inclinações acima de 1 indicam predições cálidas.76

4.4 Cálculo Amostral

A  coorte  completou-se  antes  da  concepção  deste  estudo.36–47 As  incidências  de  eventos 

cardiovasculares  adversos  maiores  e  sangramento  maior  foram  de  7%  e  5%, 

respectivamente.36–47 Assumimos que,  sob a  hipótese nula,  as discriminações  dos  modelos 

baseados em métodos distintos igualariam-se àquelas de dois escores validados em grandes 

coortes multicêntricas: o escore GRACE23 (Global Registry of Acute Coronary Events), com c 

de 0,73 para predição de morte ou reinfarto não fatal em 6 meses; e o escore CRUSADE77 

(Can Rapid risk stratification of Unstable angina patients Suppress ADverse outcomes with 

Early  implementation  of  the  ACC/AHA  Guidelines),  com  c de  0,71  para  predição  de 

sangramento maior. Com base nos métodos de Obuchowski,78 concluímos que amostras de 

1.017 e 1.047 pacientes seriam necessárias para detectar diferenças de 0,12 e 0,14 entre as 

estatísticas  c para  predição  de  eventos  cardiovasculares  adversos  maiores  e  sangramento 

maior,  respectivamente,  considerando-se  um  poder  estatístico  de  0,80  e  um  nível  de 

significância de 0,05.
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5 RESULTADOS

5.1 Características dos Pacientes

Entre setembro de 2011 e julho de 2019, avaliamos prospectivamente 2.026 pacientes com 

dor torácica aguda. Desses, 1.314 preenchiam critérios para inclusão no Registro de Síndrome 

Coronariana Aguda (Figura 1). As características clínicas da coorte balancearam-se entre as 

amostras  de  desenvolvimento  e  validação  dos  modelos  (Tabela  1).  Demonstramo-nas 

estratificadas pela ocorrência de cada desfecho nas Tabelas 2 e 3. À admissão, predominavam 

homens  (60% [791/1.314])  de  meia-idade  ou  idosos  (65  ±  14  anos),  sem coronariopatia 

previamente  documentada  (60%  [793/1.311]),  que  apresentavam-se  sem  sinais  de 

insuficiência cardíaca (87% [1.131/1.295]) a despeito evidências de injúria miocárdica (55% 

[714/1.309],  e  isquemia  ao  eletrocardiograma  (54%  [706/1.297]).  Ocorreram  3,5% 

(1.156/32.850)  de dados faltantes,  cuja  distribuição  detalhamos  no Apêndice  D junto  aos 

diagnósticos de desempenho da imputação múltipla. 

Figura 1. Admissão e Alocação dos Pacientes.
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Tabela 1. Características Clínicas à Admissão. 

*DP denota desvio padrão; IMC, índice de massa corporal; DAC, doença arterial coronariana; AAS, ácido 

acetilsalicílico; bpm, batimentos por minuto; ECG, eletrocardiograma; IIQ, intervalo interquartil. Porcentagens 

podem não totalizar 100 devido ao arredondamento.
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5.2 Desenvolvimento dos Modelos

Na  coorte  de  desenvolvimento,  ocorreram  eventos  cardiovasculares  adversos  maiores  e 

sangramento maior em 73 (7,1%) e 50 (4,7%) pacientes, respectivamente. Sete preditores de 

eventos  cardiovasculares  e  seis  preditores  de  sangramento  foram  selecionados  para  os 

modelos estatísticos (Tabelas 2 e 3). Os modelos estatísticos finais (Tabela 4) não incluíram 

doença  renal  crônica  como preditor  de eventos  cardiovasculares,  nem hemoglobina  como 

preditor de sangramento. As Tabelas 5 e 6 expressam a importância relativa dos preditores de 

cada desfecho dentre os modelos baseados em aprendizado de máquina.

5.3 Desempenhos Preditivos

Na  coorte  de  desenvolvimento,  os  modelos  para  predição  de  eventos  cardiovasculares 

obtiveram as seguintes estatísticas  c:  regressão estatística,  0,80 (intervalo de confiança de 

95% [IC 95%],  0,74–0,86);  support  vector  machine,  0,99 (IC 95%, 0,98–1,00);   extreme 

gradient boosting, 0,95 (IC 95%, 0,93–0,97). Após validação interna dos modelos (Tabela 7), 

decaíram expressivamente as discriminações  tanto da  support vector machine (c,  0,69; IC 

95%, 0,53–0,84) quanto do extreme gradient boosting (c, 0,65; IC 95%, 0,47–0,82); o modelo 

estatístico mostrou-se mais robusto (c, 0,76; IC 95%, 0,64–0,87). Não houve superioridade 

discriminativa da support vector machine (P = 0,31) nem do extreme gradient boosting (P = 

0,08) em relação à regressão estatística (Figura 2).

Na  predição  de  sangramento  maior  (Tabela  7),  os  modelos  produziram  as  seguintes 

estatísticas  c na coorte de desenvolvimento: regressão estatística, 0,83 (IC 95%, 0,77–0,88); 

support vector machine, 1,00 (IC 95%, 1,00–1,00); extreme gradient boosting 1,00 (IC 95%, 

1,00–1,00). Também caíram bastante as discriminações tanto da  support vector machine (c, 

0,57; IC 95%, 0,38–0,75) quanto do extreme gradient boosting (c, 0,67; IC 95%, 0,49–0,86), 

em comparação ao modelo estatístico (c, 0,77; IC 95%, 0,61–0,93). Nem a  support vector 

machine (P =  0,36)  nem  o  extreme  gradient  boosting (P =  0,15)  superaram  o  modelo 

estatístico  discriminatoriamente  (Figura  2).  Em  todos  os  casos,  a  calibração  do  modelo 

estatístico aproximou-se mais do ideal quando comparada àquelas dos modelos baseados em 

aprendizado de máquina (Tabela 7; Figura 3).
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Tabela 2. Preditores de Eventos Cardiovasculares Adversos Maiores Incluídos no Modelo Estatístico. 

*DP denota desvio padrão; IMC, índice de massa corporal; DAC, doença arterial coronariana; AAS, ácido 

acetilsalicílico; bpm, batimentos por minuto; ECG, eletrocardiograma; IIQ, intervalo interquartil. Porcentagens 

podem  não  totalizar  100  devido  ao  arredondamento.  †Os  preditores  das  regressões  estatísticas  foram  as 

variáveis com menor valor de P na associação univariada com cada desfecho. Para cada modelo, o número  

máximo de preditores foi previamente definido segundo a regra de bolso de 10 eventos por parâmetro preditor.
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Tabela 3. Preditores de Sangramento Maior Incluídos no Modelo Estatístico. 

*DP denota desvio padrão; IMC, índice de massa corporal; DAC, doença arterial coronariana; AAS, ácido 

acetilsalicílico; bpm, batimentos por minuto; ECG, eletrocardiograma; IIQ, intervalo interquartil. Porcentagens 

podem  não  totalizar  100  devido  ao  arredondamento.  †Os  preditores  das  regressões  estatísticas  foram  as 

variáveis com menor valor de P na associação univariada com cada desfecho. Para cada modelo, o número  

máximo de preditores foi previamente definido segundo a regra de bolso de 10 eventos por parâmetro preditor.
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Tabela 4. Resultados dos Modelos Estatísticos de Regressão. 

IC 95% denota intervalo de confiança ao nível de 95%.
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Tabela 5. Importância dos Preditores de Eventos Cardiovasculares nos Modelos de Aprendizado de Máquina.*

*IMC denota índice de massa corporal; DAC, doença arterial coronariana; AAS, ácido acetilsalicílico; bpm, 

batimentos  por  minuto;  ECG,  eletrocardiograma.  †Em  cada  modelo,  apresentamos  as  estimativas  de 

desempenho  dimensionadas  de  cada  preditor.  As  estimativas  dimensionadas  são  relativas,  permitindo  a 

comparação dos desempenhos preditivos entre os modelos, e estão expressas graficamente – azul representa 

support vector machine; vermelho, extreme gradient boosting. Entre parênteses estão as estimativas brutas de 

desempenho:  R²  do  Loess,  para  classificadores  support  vector  machine,  e  "XGBoost  importance",  para 

classificadores extreme gradient boosting. As estimativas dimensionadas são obtidas pela divisão da estimativa 

bruta de cada preditor pela estimativa bruta do preditor mais importante de cada modelo. ‡Destacam-se os sete 

preditores mais importantes de cada modelo baseado em aprendizado de máquina.
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Tabela 6. Importância dos Preditores de Sangramento Maior nos Modelos de Aprendizado de Máquina.*

*IMC denota índice de massa corporal; DAC, doença arterial coronariana; AAS, ácido acetilsalicílico; bpm, 

batimentos  por  minuto;  ECG,  eletrocardiograma.  †Em  cada  modelo,  apresentamos  as  estimativas  de 

desempenho  dimensionadas  de  cada  preditor.  As  estimativas  dimensionadas  são  relativas,  permitindo  a 

comparação dos desempenhos preditivos entre os modelos, e estão expressas graficamente – azul representa 

support vector machine; vermelho, extreme gradient boosting. Entre parênteses estão as estimativas brutas de 

desempenho:  R²  do  Loess,  para  classificadores  support  vector  machine,  e  "XGBoost  importance",  para 

classificadores extreme gradient boosting. As estimativas dimensionadas são obtidas pela divisão da estimativa 

bruta de cada preditor pela estimativa bruta do preditor mais importante de cada modelo. ‡Destacam-se os sete 

preditores mais importantes de cada modelo baseado em aprendizado de máquina.
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Tabela 7. Desempenho dos Modelos de Predição Clínica.

*Valores  entre  parênteses  denotam os limites  do intervalo  de confiança ao nível  de 95%. †Support  vector 

machine e extreme gradient boosting são classificadores de aprendizado de máquina. ‡Valores preditivos devem 

ser interpretados cautelosamente, pois dependem da frequência de desfechos.
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Figura 2. Curvas ROC dos Modelos Preditivos para Cada Desfecho.
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Figura 3. Curvas de Calibração dos Modelos Preditivos para Cada Desfecho.
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6 DISCUSSÃO

6.1 Resultados Principais

Neste  estudo,  utilizamos  dados  de  uma  tradicional  coorte  prospectiva  de  pacientes  com 

síndrome  coronariana  aguda  para  desenvolver,  validar  e  comparar  modelos  prognósticos 

baseados em aprendizado de máquina e regressão estatística.  Encontramos que (mesmo os 

mais modernos) métodos de aprendizado de máquina não superam a modelagem estatística 

em desempenho preditivo. Comparações entre coortes de validação e derivação evidenciaram 

maior sobreajuste dos modelos de aprendizado de máquina, comprometendo sua validade.

6.2 Significância do Estudo

Nossos resultados  coadunam-se  com duas  revisões  sistemáticas  que  compararam diversos 

algoritmos de aprendizado de máquina à regressão estatística. Após avaliarem 71 estudos em 

Medicina Geral,  Christodoulou et  al.2 concluíram que o aprendizado de máquina  somente 

supera a tradicional regressão dentre estudos com alto risco de vieses na validação preditiva, 

além de que  dos estudos não descrevem a calibração dos modelos. Song et al.⅘ 15 avaliaram 

24 estudos em injúria renal aguda e também não demonstraram evidente superioridade do 

aprendizado de máquina.

Apesar de demonstrações de acurácia,79 outras comparações entre aprendizado de máquina e 

modelagem estatística  em coortes  tradicionais  de síndrome coronariana  aguda produziram 

resultados  discordantes.  Três  estudos43,80,81 não  atestaram  superioridade  preditiva  do 

aprendizado de máquina em coortes prospectivas com algumas centenas de pacientes. Embora 

quatro  publicações58,82–84 concluíram  superioridade  do  aprendizado  de  máquina,  seus 

resultados  podem  ser  explicados  pelo  fenômeno  de  múltiplas  comparações,  pois  ao 

confrontarem — sem ajuste para múltiplas comparações — diversos modelos de aprendizado 

de máquina a um menor número de modelos  de regressão,  favorecem com que houvesse 

superioridade do aprendizado de máquina apenas por acaso.85,86 Os resultados discordantes de 

dois58,82 desses  estudos  ainda podem  dever-se  ao  provável  sobreajuste87 nos  modelos  de 

aprendizado,  que  foram comparados  não a  regressões  originalmente  derivadas  na  própria 

coorte, mas a escores derivados em outras populações.

Em  contrapartida,  em  cenários  de  megadados,  é  provável  que  modelos  baseados  em 

aprendizado de máquina sejam preferíveis às técnicas estatísticas tradicionais,7 visto que esses 
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teoricamente  ajustam-se melhor  a dados complexos,  compensando as exigências  de maior 

tamanho amostral, quantidade e complexidade de preditores. As evidências sustentadas pelas 

revisões  supracitadas  não  refletem  cenários  de  megadados,  limitando  suas  validades  a 

situações de coortes tradicionais — como a aqui apresentada. Implementações do aprendizado 

de  máquina  utilizando  735 preditores  de  6.814 pacientes  do  estudo MESA (Multi-Ethnic 

Study  of  Atherosclerosis)  indicam  que  tal  técnica  é  promissora  quando  aplicada  em 

megadados88; resultados de estudos similares apontam no mesmo sentido.57,89  Nesses casos, 

métodos  de  inteligência  artificial  oferecem  vantagens  ao  gerar  predições  mais  flexíveis, 

personalizadas, e em constante e automática atualização.7–9,11–14 

Em  suma,  estudos  clínicos  em  inteligência  artificial  (IA)  frequentemente  possuem baixa 

qualidade  metodológica  e  comunicacional2;  portanto,  o  rigor  científico  sobre  IA  tem  de 

evoluir tanto quanto seu escopo e capacidade computacional. Apesar de métodos de IA serem 

explorados  há  décadas  em  Medicina,  há  poucas  demonstrações  de  evidente  benefício 

adicional.2,15  Contudo, persistem o exagero e euforia em concebê-los como absolutamente 

úteis  ou  mesmo superiores  a  abordagens  tradicionais  devido  à  sua  relativa  novidade  e  à 

infamiliaridade com seu funcionamento e capacidades.17

6.3 Vantagens e Limitações

Nosso estudo tem limitações.  Primeira,  pela  coorte  ser  unicêntrica  e  alocada  em hospital 

terciário,  reduz-se  sua  representatividade  para  populações  diversas  e  menos  favorecidas. 

Segunda,  o  tamanho  amostral  exíguo  não  só  restringiu  a  precisão  das  estimativas  de 

desempenho, mas também com que comparássemos mais estratégias de modelagem preditiva 

— especialmente, técnicas estatísticas mais modernas, tais como regressão Ridge e Lasso, e 

outros algoritmos de aprendizado de máquina amplamente utilizados em predição clínica, a 

exemplo de redes neurais artificiais e k-vizinhos mais próximos. Entretanto, nossos resultados 

fidedignam-se  na  medida  em que utilizamos  uma coorte  bem desenhada,  ajustamos  para 

múltiplas  comparações,  e  descrevemos  transparente  e  abrangentemente  os  métodos  e 

resultados das predições clínicas em conformidade com recomendações internacionais.
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7 CONCLUSÃO

O presente estudo demonstra a acurácia preditiva do aprendizado de máquina em coortes de 

dimensões  típicas  de  estudos  epidemiológicos,  no  entanto  sugere  que  esta  modalidade 

preditiva não é necessariamente superior à técnica estatística tradicional — regressão.
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37



38
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APÊNDICE A — CHECKLIST STROBE PARA ESTUDOS DE COORTE
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APÊNDICE  B  —  CHECKLIST TRIPOD  PARA  DESENVOLVIMENTO  E 

VALIDAÇÃO DE MODELOS PREDITIVOS
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APÊNDICE  C  —  FICHA  DE  COLETA  DO  REGISTRO  DE  SÍNDROMES 

CORONARIANAS AGUDAS
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APÊNDICE D — DESCRIÇÃO DOS DADOS FALTANTES E RESULTADOS DA 

IMPUTAÇÃO MÚLTIPLA

Figura Suplementar 1. Fração de Valores Faltantes em Comum para Cada Variável.
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Figura Suplementar 2. Fração de Valores Faltantes por Variável.
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Figura Suplementar 3. Número de Valores Faltantes por Paciente.
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Figura Suplementar 4. Quantidade Média de Outras Variáveis Faltantes Quando a Variável Indicada Faltava.
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Figura Suplementar 5. Frequência das Combinações de Variáveis Conforme Seu Estado de Falta.

Variáveis completas são indicadas em vermelho,  enquanto as faltantes são indicadas em azul. Cada coluna 

representa uma combinação observada das variáveis conforme elas faltavam ou não. O gráfico de barras de 

baixo representa a proporção de cada combinação dos estados de falta das variáveis. O gráfico de barras ao 

lado representa a proporção de valores faltantes para cada variável.
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Figura Suplementar 6. Estimativas de Densidade Kernel para Variáveis Numéricas Após Imputação da Coorte 

de Desenvolvimento. 

Em azul demarca-se a distribuição observada das variáveis; em vermelho, a distribuição em cada conjunto de 

dados imputado. Os gráficos mostram a semelhança nas distribuições entre os valores observados e imputados.
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Figura Suplementar 7. Estimativas de Densidade Kernel para Variáveis Numéricas Após Imputação da Coorte 

de Validação Interna.

Em azul demarca-se a distribuição observada das variáveis; em vermelho, a distribuição em cada conjunto de 

dados imputado. Os gráficos mostram a semelhança nas distribuições entre os valores observados e imputados.
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Figura Suplementar 8. Traços da Imputação Múltipla na Coorte de Desenvolvimento pelo Método de Monte 

Carlo via Cadeias de Markov.

Esses gráficos mostram a consistência nas iterações das imputações. Há indicativo de bom desempenho quando 

os  traços  intercruzam-se  conforme avança-se  nas  abscissas,  e  assumem direções  divergentes  nas  iterações 

finais.
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Figura Suplementar 9. Traços da Imputação Múltipla na Coorte de Validação Interna pelo Método de Monte 

Carlo via Cadeias de Markov.

Esses gráficos mostram a consistência nas iterações das imputações. Há indicativo de bom desempenho quando 

os  traços  intercruzam-se  conforme avança-se  nas  abscissas,  e  assumem direções  divergentes  nas  iterações 

finais.
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